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深度学习（deep learning）

•一种新的机器学习范式
• 以多层人工神经网络为架构，以原始数据为输入，以目标任务为输出，

具备端到端学习能力（end-to-end learning）
• 将“特征提取”与“分类器学习”融为一体，相互促进
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特征提取 分类器学习传统机器学习“特征提取”与“分类器学习”
之间不存在反馈机制

分类错误经反向传播反馈给特征提取层



从概念到实践

•利用PyTorch进行深度学习
• PyTorch：目前最流行的深度学习框架
• 以张量（Tensor）为核心数据结构，实现带自动求导功能的深度神经网络
• 官网：https://pytorch.org/get-started/locally/
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PyTorch安装

•参考官网导引，按操作系统、计算装置等选择，生成安装命令

•检查PyTorch是否已就绪、是否有GPU可用

5

没有配备GPU的笔记本电脑
也能开展深度学习任务，
只是慢一些



深度学习环境配置

•除了PyTorch，本课件案例还涉及下列第三方库
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库名 主要用途 安装命令

huggingface-hub 从Hugging Face下载模型 pip install huggingface_hub

sentence-transformers 加载基座模型 pip install sentence-transformers

tqdm 打印进度条 pip install tqdm

transformers 加载Transformers系列模型 pip install transformers



PyTorch框架

•核心数据结构
• Tensor：样本、标签、权重、特征、梯度等均为Tensor对象

•编程要素
• Dataset / DataLoader: 将原始数据变为模型输入
• Module：构造模型（自定义神经网络结构）
• CrossEntropyLoss：用于分类的交叉熵损失
• AdamW：常用优化器，指导模型如何调整自身参数
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认识Tensor

•简单理解，Tensor就是深度学习版的ndarray
• 与ndarray的接口高度相似
• 但支持自动微分、GPU加速、混合精度等

• 与ndarray可互转
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GPU 加速
海量并行计算

自动微分
梯度自动求解

混合精度
省显存提速度

t = torch.from_numpy(arr)

arr = t.numpy()



创建Tensor对象

•常用方式
• 按指定形状
• 复制已有列表
• 复制已有ndarray
• 复制其他Tensor
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⚠ from_numpy 与原数组共享内存，改一方另一方也变



查看Tensor对象的属性

•常用属性
• ndim: 维数
• shape: 以多元组形式返还Tensor对象的形状，即每一维的长度
• dtype: 元素数据类型
• device: 承担当前对象计算任务的算力资源（默认为CPU）
• requires_grad: 是否为该对象计算梯度（默认为False)
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创建一个3行4列的随机矩阵
• 维度为2
• 元素为浮点数
• 默认放在CPU上计算
• 不计算梯度



Tensor运算

•简单算术运算
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标量先自行数据广播（broadcasting），即参考当前对
象的尺寸自动复制，产生一个同尺寸的Tensor



Tensor运算

•逐元素相乘（*）vs 矩阵乘法（@）
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注意a是一个单位矩阵，也可用torch.eye(2)产生



Tensor运算

•形变（reshape)
• 若某一维长度值置为-1，则交由程序自动推断该维的长度
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tensor([[0.3186, 0.2571, 0.3559, 0.8078],
        [0.4759, 0.7674, 0.0303, 0.2203],
        [0.9144, 0.9560, 0.1701, 0.1486],
        [0.5200, 0.9314, 0.4593, 0.3462]])

tensor([[0.3186, 0.2571, 0.3559, 0.8078, 0.4759, 0.7674, 0.0303, 0.2203],
        [0.9144, 0.9560, 0.1701, 0.1486, 0.5200, 0.9314, 0.4593, 0.3462]])

tensor([[0.3186, 0.2571, 0.3559, 0.8078, 0.4759, 0.7674, 0.0303, 0.2203],
        [0.9144, 0.9560, 0.1701, 0.1486, 0.5200, 0.9314, 0.4593, 0.3462]])

tensor([0.3186, 0.2571, 0.3559, 0.8078, 0.4759, 0.7674, 0.0303, 0.2203, 0.9144,
        0.9560, 0.1701, 0.1486, 0.5200, 0.9314, 0.4593, 0.3462])

a b

c

d

这四个Tensor对象的维数分别是多少？
• 回想一下，维数对应的属性是？



Tensor运算

•合并两个Tensor对象
• 拼接（torch.cat）：不增加维数
• 堆叠（torch.stack）：维数加一，即增加一个新的数据维度
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a = torch.tensor([1, 2, 3])
b = torch.tensor([4, 5, 6])

torch.cat([a,b])

tensor([1, 2, 3, 4, 5, 6]) tensor([[1, 2, 3],
        [4, 5, 6]])

torch.stack([a,b], dim=0) torch.stack([a,b], dim=1)

tensor([[1, 4],
        [2, 5],
        [3, 6]])

沿第0维堆叠，b作为新的行加入
2行3列

沿第1维堆叠，b作为新的列加入
3行2列

长度变为6，但维数仍为1



Tensor运算

•自动求导
• Tensor对象的requires_grad属性需要设置为True
• 调用y.backward()自动计算梯度，结果存放在x.grad
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目标函数: y=x2+3x+1
手动求导: dy/dx=2x+3

⚡ 我们只需要搭建好网络架构，明确目标函数，梯度计算可完全交给Tensor来完成

⚠ 目标函数输出值必须为标量才能直接调用backward()



Tensor运算

•使用to方法把Tensor移到特定计算装置（device）上计算
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⚠ 参与运算的模型和数据都必须位于同一device，否则报 RuntimeError



课堂练习-5-2-1

给定序列x=[0,1,2,…,11]
• 将x形变为一个3x4的Tensor对象y
• 分别计算y每一行、每一列的均值
• 对于函数z=(x**2).sum()，计算x的梯度
• 【延伸】若将目标函数定义为 z=(y**2).sum()，如何获得y的梯度？
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tensor([[ 0.,  1.,  2.,  3.],
        [ 4.,  5.,  6.,  7.],
        [ 8.,  9., 10., 11.]])



PyTorch编程要素

•核心任务是如何利用标注数据，让网络权重（模型参数）往损失
函数最小化的方向调整
• 具体调整策略由优化器根据损失函数自动求导产生的梯度决定

•需要在PyTorch框架下回答四个问题
• 如何加载（标注）数据？
• 如何构造（网络）模型？
• 如何指定损失函数？
• 如何指定优化器？
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PyTorch编程要素

•问题与torch类的对应关系
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如何指定优化器？

如何加载数据？

如何构造模型？

如何指定损失函数？



PyTorch编程要素

•各核心类对象在训练过程中的角色及交互关系
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案例1: 基于BoW的英文影评情感识别

•沿用5.2.1节数据，复用BoW特征提取器
•熟悉PyTorch深度学习工作流
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定制数据接口 搭建网络 训练模型 模型推理 性能评估



Step 1. 定制数据接口

•数据接口用于将N个训练样本分批次“喂给”模型进行学习
• 通过Dataset和DataLoader组合使用实现
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三个基本概念 批次（batch）
一次喂入的一小组样本（batch_size决定大小）

迭代（iteration）
完成一个 batch 的前向+反向+更新

轮次（epoch）
训练集全部样本过一遍

一个epoch包含的迭代次数 = ⌈N / batch_size⌉



Step 1. 定制数据接口

• Dataset本身是一个抽象类，需要通过继承才能使用
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定义Dataset子类FeatSet
• 读取每条影评样本的BoW特征和标签
• 稀疏存储的feats在喂给网络前要变

为稠密数组（L12）



使用数据接口

•创建两个DataLoader对象，分别用于加载训练集和测试集
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数据预处理：

复用5.2.1节的代码加载imdb训练集和测
试集，并基于训练集拟合BoW特征提取器

⚠ 测试集用全零标签，避免标签泄露



Step 2. 搭建网络

•通过继承Module来实现

• 自定义SimpleNet: 仅包含一个线性层的迷你神经网络
• 线性层通过nn.Linear(in_dim,out_dim)创建，其作用是将一个（或一组）长度为
in_dim的特征通过线性变换变为一个（或一组）长度为out_dim的特征
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vocab_size: BoW特征长度
num_class: 类别数（正面评论/负面评论）



Step 3. 训练模型

•通过声明对象的方式设置各个训练选项
• L7: 损失函数
• L8: 待训练参数
• L9: 优化器
• L10: 训练轮次
• L12: 调度器
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vocab_size为2647
线性变换矩阵包含2647*2=5294个参数

⚠ 学习率（lr）过小影响训练效率、过大影响训练稳定性，可通过调度器在训练过程中动态调整
学习率初始值（L9）的设置仍高度依赖开发者的经验



Step 3. 训练模型

•训练过程
• 反向计算前（L12），梯度先清零（L11）
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epoch 00 : Loss = 0.6942
epoch 20 : Loss = 0.6440
epoch 40 : Loss = 0.6047
epoch 60 : Loss = 0.5717
epoch 80 : Loss = 0.5441
epoch 100 : Loss = 0.5204
epoch 120 : Loss = 0.5019
epoch 140 : Loss = 0.4870
epoch 160 : Loss = 0.4742
epoch 180 : Loss = 0.4611
epoch 200 : Loss = 0.4521
epoch 220 : Loss = 0.4448
epoch 240 : Loss = 0.4384
epoch 260 : Loss = 0.4337
epoch 280 : Loss = 0.4327
Training finished in 0.07 min

前向
计算

由哪条
语句完

成？



Step 4. 模型推理 & Step 5. 性能评估

•需先通过model.eval()将模型设置为推理模式
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用额外样本测试SimpleNet

•复用示例代码5.8的测试样本

29

“not a bad movie” 依旧被识别为负面 

特征固有局限性能否通过增强网络学习能力来弥补？



课堂练习-5-2-2

• 尝试往SimpleNet中加入一个中间层，变成一个更复杂的双层神经网络
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self.net = nn.Sequential(
nn.Linear(vocab_size, 128), 

         nn.ReLU(),
nn.Linear(128, num_class))

在相同训练配置下，对比单层与双层网络的性能



案例2: 基于BERT的英文影评情感识别

•基于预训练的BERT构造更强的影评情感识别模型
• BERT由谷歌研发，基于Transformer架构的深度神经网络语言模型

•熟悉基于预训练模型的深度学习工作流
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下载BERT模型 定制数据接口 微调BERT 模型推理 性能评估



Step 1. 下载BERT模型

•利用huggingface_hub从Hugging Face（HF）下载
• HF是当前各种AI模型的网上集散地

32

下载到当前目录下bert-
base-uncased文件夹中



使用BERT模型

•尝试加载模型，以确保模型已下载成功
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BertForSequenceClassification：transformers库提供的以BERT为内核的文本分类器
可训练参数量: 109483778 (1亿！)
分类层: Linear(in_features=768, out_features=2, bias=True)

第8行加载的是BERT专用的分词器，其作用是将输入文本编码为数值化的token ID序列
• 定制数据接口时必须使用该分词器



使用BERT模型

•理解BERT分词器的输入、输出
• 把文本（词序列）编码为 token ID 序列
• 填充符： [CLS] 句首   [SEP] 句尾   [PAD] 填充
• 注意力掩码（attention_mask）

• 1表示真实词，参与计算
• 0表示填充符，不参与计算
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每个输入句子都会被添加[CLS]和[SEP]，
因此最多保留前max_length-2个词

模型推理时需要的字段
• input_ids
• attention_mask



Step 2. 定制数据接口

•定义面向BERT的数据集类BertDataset
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L5: 通过初始化方法将BERT

分词器设置为类属性

L12: 读取文本数据时使用

分词器进行编码



使用数据接口

•创建一个DataLoader对象，用于加载训练集
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train_ds = FeatSet(fe.transform(sents_train), y_train)
train_loader = DataLoader(train_ds, batch_size=64, shuffle=True)

对比之前的面向BoW特征的数据接口，可见二者的代码结构高度相似



Step 3. 微调BERT分类器

•设定训练选项
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相比SimpleNet的从零开始训练方案

• 微调使用的学习率更低 lr=5e-5

• 训练轮次更少 max_epoch=10



Step 3. 微调BERT分类器

•整体框架与训练SimpleNet类似
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主要差别

• 前向计算（L9）:**batch将

batch从字典格式拆成关键字实参

• 进度条（L7）：让读者更好得了

解训练进度



Step 4. 模型推理 & Step 5. 性能评估

•仍需先通过model.eval()将模型设置为推理模式
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用额外样本测试BERT分类器

• SimpleNet出错的例子已能正确识别
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案例3: 基于M3E的中文酒店评论情感识别

•基于M3E构造（比5.2.2节）更强的酒店评论情感识别模型
• M3E由月之暗面研发，侧重中文的基座模型（5.4节）

•熟悉基于基座模型的深度学习工作流
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下载M3E模型 文本嵌入 零样本识别 机器学习 性能评估



Step 1. 下载M3E模型

•利用huggingface_hub从Hugging Face（HF）下载
• 迷你版（0.24亿参数）：m3e-small
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下载到当前目录下fm/m3e-
small文件夹中



加载M3E模型

•使用第三方库sentence_transformers
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import sentence_transformers as sentrans

总参数量 24.0 M
词典大小 21128
嵌入维度 512
输入文本最大长度 512



Step 2. 文本嵌入

•嵌入（embedding）：由基座模型提取的特征
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数据预处理：

复用5.2.2节的代码加载酒店评论训练集和测试集 将评论表示为M3E嵌入特征



Step 3. 零样本识别（ZSR）

•不需要训练样本也可进行识别
•原理：用M3E提取所有待识别标签的嵌入特征，再根据测试样本
与标签之间的嵌入特征相似度判断该样本的类别
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ZSR更倾向预测负面



Step 4. 机器学习 + Step 5. 性能评估

• MSE嵌入特征 + LRC分类器
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在强特征的加持下，简单的分类器也能取得很好的分类效果



课堂练习-5-2-3

•构建基于M3E的英文影评情感识别模型
• ZSR方案
• LRC方案
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